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采用感受野优化与渐进特征融合的
图像超分辨率算法

吴洪伍1,2,盖绍彦1,2,达飞鹏1,2

(1.东南大学自动化学院,210096,南京;2.东南大学复杂工程系统测量与控制教育部重点实验室,210096,南京)

摘要:针对现有基于深度学习的超分辨率方法存在参数冗余以及难以学习到全局上下文信息、重

建图像高频特征能力欠佳的问题,提出一种基于感受野优化与渐进特征融合的超分辨率网络

(RPSRnet),其在单幅图像重建方面实现了较高的性能。该网络采用像素注意力机制与大感受野

卷积相结合的方式,设计两条渐进路径将输入表征为不同层次的特征抽象,增强网络捕获上下文信

息的能力,同时减少了网络参数冗余。通过分层卷积和多重感受野分支,在保持轻量卷积的前提

下,于分层的多路径上学习不同尺度的融合特征,增强网络重建边缘细节和复杂纹理特征的能力。
实验结果表明:相比于先进算法,所提算法在基准测试集Set5上的峰值信噪比达到32.47dB,在测

试集Set14上达到28.81dB,优于现有的先进算法,且网络参数更少,实现了9%的参数缩减,从而

验证了算法的有效性。
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Abstract:Totackletheissueofparameterredundancyandthechallengeoflearningcomprehensive
globalcontextualinformationincurrentdeeplearning-basedsuper-resolutionmethods,aswellas
thelimitedcapacitytoreconstructhigh-frequencyimagefeatures,asuper-resolutionnetwork
(RPSRnet)basedonreceptivefieldoptimizationandprogressivefeaturefusionisproposed,

deliveringexceptionalperformanceinsingleimagereconstruction.Byintegratingpixelattention
mechanismsandlargereceptivefieldconvolutions,twoprogressivepathwaysaredevisedto
interpretinputsasfeaturesatvaryinglevelsofabstraction.Thisdesignenrichesthenetwork’s
capabilitytograspcontextualinformationwhilestreamliningparameterredundancy.Throughthe
utilizationofhierarchicalconvolutionsandmultiplereceptivefieldbranches,thenetworksustains
lightweightconvolutionsandacquiresfusedfeaturesfromdiversescalesonhierarchicalpathways.
Thisprocessenhancesthenetwork’sproficiencyinreconstructingedgedetailsandintricatetexture
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features.Theexperimentalresultsrevealthattheproposedalgorithmachievesapeaksignal-to-
noiseratioof32.47dBontheSet5benchmarktestsetand28.81dBontheSet14testset.The
algorithmsurpassesexistingadvancedalgorithms,utilizingfewerparametersandresultingina
9%reductioninparameters,effectivelyvalidatingthealgorithm’sefficacy.
Keywords:imagesuperresolution;attentionmechanism;receptivefieldoptimization;feature

fusion

  单图像的超分辨率是一项经典的计算机视觉任

务,目标是从低分辨率图像中重建出视觉质量更高

的高分辨率图像。它在公共安全、目标检测和医疗

诊断等图像分析领域有着广泛的应用[1-4]。通常,可
以对高分辨率图像添加退化类型以获得相应的低分

辨率图像。然而,这一过程是不可逆的,高分辨率图

像与低分辨率图像之间并非一一对应关系。现有的

超分辨率方法从低分辨率图像中恢复对应的高分辨

率图像时仍然受到阻碍,因此,图像超分辨率技术具

有一定的研究价值。传统的超分辨率方法包括机器

学习和插值算法。
与传统算法相比,卷积神经网络在单图像超分

辨率视觉任务中表现出优良的性能,归因于卷积网

络拟合复杂非线性函数的强大能力[5-7]。Dong等[8]

提出的超分辨率卷积神经网络(SRCNN)是卷积神

经网络在图像超分辨率领域的首个应用。该网络先

通过插值算法将输入的低分辨率图像上采样至目标

分辨率,再利用三层卷积提取特征图以提升图像重

建质量。作为改进,加速超分辨率卷积神经网络

(FSRCNN)[9]将特征图的上采样操作移至网络末

端而非网络入口,并采用转置卷积调整特征图的大

小,以此降低计算开销。为提取更深层的高频特征,
增加卷积层数的方法得到广泛采用。Kim等[10]利

用残差连接构建了一个含20个卷积层的深度网络。
尽管众多研究结果表明,增加网络深度能够提升性

能,然而深层网络和类似递归结构会引入大量参数

和庞大的计算需求,这促使研究人员去设计更为轻

量化的网络。
近年来,针对便携设备以及需要实时反馈结果

的场景,提出了许多轻量级的算法。这些算法的特

点是轻量、高效。级联残差网络(CARN)[11]通过在

残差结构中采用级联的方式实现轻量化。一些方

法[12-13]通过改进多重蒸馏网络在性能和参数平衡

方面取得了更优的效果。然而在这些基于卷积神经

网络的方法中,仅是捕捉单一尺度内的高频细节。
此外,这些方法很少利用大的感受野来捕捉上下文

内容,单一尺度特征提取或仅使用堆叠的注意力块

会导致在恢复高频图像细节方面表现不佳。
为了解决上述问题,本文提出了一种基于感受

野 优 化 与 渐 进 特 征 融 合 的 图 像 超 分 辨 率 网 络

(RPSRnet),该网络能够有效地跨不同尺度提取丰

富的上下文信息。所提出的RPSRnet网络中,设计

了一个局部多尺度特征提取模块(LMFE),增强网

络的多尺度特征提取。基于注意力机制和感受野优

化,提出了一个渐进式的像素注意力模块(PPAB),
通过渐进式的分层提取,结合感受野优化有效地提

升网络对上下文信息的理解,加强对高频特征的捕

获能力。与先前的方法相比,本文提出的算法主要

有以下改进:①设计了渐进式的像素注意力模块,基
于感受野优化和渐进式的特征提取提升网络对特征

长程关系的理解能力,更有效地捕获图像的高频细

节;②提出的局部多尺度特征提取块,能够从多路径

获取不同感受野范围的特征信息,增强网络对图像更

大范围特征的提取能力,提升网络的性能;③在性能

和参数方面,所提网络以更少的参数实现了最优的性

能。在对4个 基 准 数 据 集 进 行 评 估 的 结 果 中,

RPSRnet获得了相比于先进算法更优的性能,涵盖峰

值信噪比、结构相似性、网络尺寸和主观视觉质量。

1 超分辨率相关研究

1.1 基于卷积神经网络和 Transformer的超分

辨率

  卷积神经网络(CNN)在各类计算机视觉任务

中已取得显著进展[14-15],近期许多方法尝试构建深

层卷积网络以提升重建性能。文献[10]中的甚深超

分辨率神经网络(VDSR)采用20层卷积来提取深

层高频特征。文献[16]中的增强超分辨率神经网络

(EDSR)通过引入残差缩放并改进深度残差模块,
提出一个包含32个残差模块的深度网络。为使超

分 辨 率 网 络 实 现 轻 量 化,信 息 蒸 馏 神 经 网 络

(IMDN)[17]提出了信息多重蒸馏方案,结合通道拆

分 以 减 少 参 数 的 使 用。特 征 蒸 馏 神 经 网 络

(RFDN)[12]改进了多重蒸馏,提出了特征蒸馏连接

方案,特征残差蒸馏神经网络(RLFN)[13]在特征蒸
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馏基础上提出了残差特征蒸馏,性能和参数得到进

一步优化。晶格神经网络(LatticeNet)[18]利用格子

块和反向特征融合来平衡性能和参数。蓝图可分离

神经网络(BSRN)[19]引入了蓝图可分离卷积,分离

逐通道和逐点卷积以提高参数利用率。

Liang等[20]在超分辨率任务中引入视觉滑动窗

口变换器(SwinTransformer),借助移位窗口机制

进行长 距 离 依 赖 建 模 以 提 升 性 能。Lu等[21]将

CNN与Transformer相结合,提出一种高效的超分

辨率变换器,利用图像内部的自相似性建立长程依

赖关系。Chen等[22]在连续的Transformer块中交替

运用空间和通道自注意力,聚合块间特征以提升高频

细节的提取能力。Wang等[23]对视觉Transformer进

行改进,提出了多维聚合网络以及同质聚合方案,能
够在不同维度上聚合多层次信息。Chen等[24]改进

了基于窗口的自注意力并结合通道注意力,引入交

叉注意力模块增强窗口特征间的交互。

1.2 基于感受野优化的卷积方法

近年来,Transformer在视觉任务中表现卓越,
其出色的性能得益于Transformer所提供的广阔感

受野。扩大感受野的一种替代方法是采用更大的卷

积核,这个特性启发了研究人员利用大卷积核设计

神经网络。新一代卷积神经网络(ConvNeXt)[25]通
过运用大卷积核来提升更广阔的感受野,从而达到

了与基于Transformer的方法具有相同竞争力的性

能。Hesse等[26]设计了新的自适应下采样策略,通
过增加感受野来提升采样的性能。视觉注意力网络

(VAN)[27]探究了大卷积核注意力在视觉任务中的

性能,提出了大卷积核注意力模块。大感受野神经

网络(VapSR)[28]拓展了此项工作,提出了一个具有大

感受野的像素注意力模块。基于此理论基础,本文提

出了一个基于感受野优化的渐进式注意力模块。

2 RPSRnet网络结构设计

在本节中,首先阐述了如图1所示的RPSRnet
网络结构,接着详细阐释网络内部的细节。

2.1 主体网络结构

本文提出的RPSRnet由3个主要部分组成:浅
层 特 征 提 取、基 于 渐 进 局 部 多 尺 度 注 意 力 块

(PLMA)的深层特征提取以及图像重建层。由图1
可以看出,初始阶段将输入的低分辨图像ILR转换

为浅层特征,以便为后续的深层特征提取作准备。
然后,提取出的浅层特征被输送到堆叠的PLMA
中,用于提取并融合更深层次的特征。最后,利用像

素清洗层将图像大小调整至预定分辨率并生成重建

图像。设计的PLMA包括4个部分:通道注意力模

块(CAB)、局部多尺度特征提取模块、渐进式的像

素注意力模块和增强型空间注意力模块(ESA)。

图1 RPSRnet的网络结构图

Fig.1ArchitectureoftheRPSRnetframework

  下面对RPSRnet的工作流程进行解释。首先,
在浅层特征提取阶段,输入图像ILR经过卷积层被

提取为高维度的浅层特征,如下所示

X0 =f3×3(ILR) (1)

式中:f3×3表示3×3的卷积层;X0 表示提取到的浅

层特征。在深层特征提取阶段,将获得的高维度浅

层特征输送到连续堆叠的PLMA中进行深层特征

提取

Xk =fk
PLMA(fk-1

PLMA(…f1PLMA(X0)…) (2)

Xko=fk
ESA(fk

PPAB(fk
LMFE(fk

CAB(Xki)))+Xki) (3)
式中:fPLMA表示渐进式的局部特征提取模块;Xk 表

示第k个PLMA输出的特征图;在PLMA中,通过

级联4个模块来实现特征提取和融合,其中Xko、Xki

分别为第k个PLMA内的输出特征和输入特征,

fk
ESA、fk

PPAB、fk
LMFE、fk

CAB分别为第k 个PLMA 内的

ESA、PPAB、LMFE和CAB,在这之后,通过残差连
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接将特征Xk 和X0 加和,并使用像素清洗层将特征

图调整为高分辨率图像的像素尺寸

ISR =frec(Xk+X0) (4)
式中:ISR是超分辨率网络最终生成的重建图像;frec
是上采样层。特别地,此处采用了两个2倍缩放因

子的像素清洗操作来实现4倍或3倍的上采样。
关于损失函数的选择,由于L1目标函数具有

倾向于逼近真值图像的参考像素值的特性,有助于

网络的特征选择并提高网络可解释性,此外,L1目

标函数针对绝对值施加惩罚,减少了异常量的影响

从而增强所训练网络的鲁棒性。预处理的数据集

{Ii
LR,Ii

HR}Ni=1中{Ii
LR,Ii

HR}为第i对低分辨率图像和

高分辨率图像,Ii
LR、Ii

HR分别为数据集中第i幅低、
高 分 辨 率 图 像。最 小 化 L1 目 标 函 数 训 练

RPSRnet,其目标函数如下式

L(θ)=∑
N

i=1
Ii
SR-Ii

HR (5)

式中:θ是网络学习到的参数;Ii
SR为从第i幅低分辨

率图像Ii
LR中复原得到的超分辨率图像。

2.2 局部多尺度特征提取模块

在PLMA中,设计了两个模块,分别为LMFE

图2 LMFE的内部细节

Fig.2InteriorparticularsaboutLMFE

和 PPAB。首 先,介 绍 局 部 多 尺 度 特 征 提 取 块

LMFE,如图2所示。为了减少参数并提高参数采

用效率,LMFE采用具有不同感受野的卷积层从不

同通道提取特征。与之前的方法不同,该多尺度特

征提取器采用1×1卷积、3×3卷积和带有扩张度

的3×3卷积来捕获不同尺度的特征。扩张卷积采

用组卷积,组数等于输入通道数,扩张值设置为3。
通过3种不同感受野的并行特征提取结构,LMFE
有效地利用参数并扩展感受野。与仅使用3×3卷

积进行多尺度特征提取相比,分层的多路径提取方

式可有效融合来自不同层次的特征。在提取各种尺

度的特征之后,采用级联融合和压缩多尺度特征,再
使用大感受野注意力卷积模块VAB从融合特征中

进一步逐像素分配权重。LMFE的工作流程如下

XLm =fC(f1×1(XLi),f3×3(XLi),f3×3dil(XLi))
(6)

XLo =fVAB(f1×1(XLm)) (7)
式中:f1×1、f3×3、f3×3dil分别是1×1、3×3及扩张值

为3的3×3卷积层运算;fC是对卷积的通道进行拼

接运算;XLi、XLm、XLo分别是LMFE的输入特征、分
层融合特征和输出特征;fVAB 是大感受野像素注意

力模块。

2.3 渐进式像素注意力模块

像素注意力神经网络(PAN)[29]中提出的像素

注意力模块,可以生成比普通注意力更高维的注意

力图,相比于其他的注意力模块,它能够对图像的细

粒度特征进行精细的学习与调整,有效帮助网络理

解图像的局部信息,而更大的感受野有助于网络理

解图像的长程关系,这对于恢复图像的高频细节十

分重要。PPAB是RPSRnet中设计的第二个模块,
相比于VapSR,PPAB为了改进 VAB中的像素注

意力,采用了渐进式的特征提取方案。通过设置两

个不同路径的注意力分支,在不同层次上逐步对输

入提取特征,帮助模型理解图像长程关系。此外,渐
进式的特征提取将输入表征为不同层次的特征抽

象,每个路径上提取的特征代表不同级别的语义信

息,有利于网络对高频特征的提取。

PPAB的内部细节如图3所示,PPAB首先对

输入进 行 一 次 点 卷 积(Point-wise)和 深 度 卷 积

(Depth-wise)组合的蓝图卷积,并在点卷积时调整

特征通道数,随后将大卷积核像素注意力模块独立

应用于两条不同路径上。在第一条路径中,通过一

个像素注意力分支提取特征的高频信息,在另一条

路径上,采取先前Point-wise卷积和Depth-wise卷

积级联的蓝图卷积与像素注意力模块组合。之后将

两个分支的输出结果相加融合,使用1×1的卷积调

整特征通道数后与最初的输入执行残差相加,特别

的是,在每个大感受野卷积块之后,对输出进行了像

素归一化。具体地,首先将特征图大小B×C×H×W
转换到B×H×W×C维度,对特征图执行卷积层归

一化后,再次转换回原来的特征图大小B×C×H×W,
这样就可以对每个像素值在通道维度上进行归一

化,从而加速训练并提升性能。PPAB的工作流程

如下

Xmid =fbs(XPin) (8)

X1st=fVAB(Xmid) (9)

X2nd =fVAB(fbs(Xmid)) (10)
式中:XPin、Xmid、X1st、X2nd 分别表示PPAB的输入

特征、中间特征、第一条路径的输出特征以及第二条

路径的输出特征;fbs 是蓝图 可 分 离 卷 积 运 算。
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VAB内的运算如下

XVo =XVi􀱋f5×5dil(f5×5(f1×1(XVi))) (11)
式中:XVi、XVo、􀱋 表示VAB的输入和输出以及按

像素作乘法运算;f5×5dil和f5×5 为含扩张值的5×5
卷积层和不含扩张值的5×5卷积运算。运算得到两

个不同层次的输出特征图之后,调整特征图通道并

输出结果

XPout=Norm(XPin+f1×1(X1st+X2nd)) (12)
式中:XPout是PPAB的输出;Norm(·)表示像素归

一化运算。

图3 PPAB的内部细节

Fig.3InteriorparticularsaboutPPAB

2.4 通道注意力模块和增强型空间注意力模块

通道注意力模块在卷积神经网络中的有效性已

经在之前的研究中得到证实[30-31]。在本文提出的

网络中,将通道注意力模块融入到PLMA的前端,
如图4(a)所示。与普通的通道注意力不同的是,该
网络在通道注意力层之前使用了蓝图可分离卷积

(BSConv),取代了3×3卷积。
除了通 道 注 意 力 模 块 以 外,空 间 注 意 力 模

块[32-33]可以显著提高网络对输入特征图中不同位

置关系的捕捉能力。经过多次局部特征提取,网络

在重建高频特征细节方面表现了足够的性能,但多

次的残差连接会导致网络分层特征的利用率下降。
将ESA置于PLMA的残差连接之后,聚合先前级

联模块输出的残差特征,使网络更加关注空间维度

上的关键内容,提高RPSRnet的分层特征利用率。

ESA的网络结构如图4(b)所示。

(a)通道注意力模块的内部细节

(b)增强型空间注意力模块的内部细节

图4 CAB和ESA的网络结构

Fig.4StructureofCABandESA

3 实验结果与分析

本节介绍一系列用于验证所提出RPSRnet网

络有效性的实验。

3.1 数据集与评价指标

所提出的RPSRnet网络使用DIV2K数据集进

行训练和验证,该数据集包括800张训练图像对和

100张验证图像对。同时在4个广泛使用的基准数

据集Set5、Set14、BSD100和 Urban100上进行测

试。在评估过程中,采用了常规数据增强技术,包括

随机水平翻转和90°/270°旋转。低分辨率图像是通

过对原始图像进行双三次插值下采样得到的。此

外,这些用于训练的图像在进行数据增强之前被转
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换为lmdb格式,以加速设备的读取和模型的训练。
需要指出的是,输出图像的 RGB通道被转换为

YCbCr通道。评估指标包括图像的峰值信噪比

(PSNR,设 为 PSNR)和 结 构 相 似 度(SSIM,设 为

SSIM),在图像通道Y上计算这些评估指标。
峰值信噪比基于均方误差计算复原图像与原图

像之间在像素级别上的差异,衡量了两者之间的像

素相近程度;结构相似度不同于前者的像素级比较,
它更注重人眼对图像结构和细节的感知,通过计算

图像的亮度相似度、对比度相似度、结构相似度得到

评估结果。利用峰值信噪比和结构相似度可以客观

地对比不同方法复原出的图像的质量。

3.2 实验细节

关于实验的各项配置列举在表1中,此外,在制

作lmdb格式数据前,训练数据集还被裁剪成480×
480像素的子图像,需要指出的是,所有实验训练时

不使用任何预训练模型和热启动策略。
表1 RPSRnet网络训练时的各项实验细节

Table1ExperimentdetailswhentrainingRPSRnet

参数 数值或项目

PLMA块数 8

网络通道数 48

PPAB内通道数 64

优化器 AdamW

AdamW参数
β1=0.9,β2=0.999
权重衰减率为0.0001

批量大小 64

迭代次数 1000000

学习率 初始为0.001,每200000次迭代后减半

训练数据格式 lmdb

输入图像尺寸 256×256

Pytorch版本 2.2.2

操作系统 Ubuntu20.04

显示芯片 NvidiaRTX4090(24GB)

3.3 与先进方法的对比实验

在本小节中,为了验证所提RPSRnet重建算法

的有 效 性,在4个 广 泛 使 用 的 基 准 数 据 集 上 将

RPSRnet与近年来主流的先进方法进行了对比,这
些方法都在一定的参数量级之内有着优秀的性能。
对比实验所采用的放大因子为2、3、4,由于上采样

的差异,同一模型在不同放大比例下参数略有不同。

这些方法已经在互联网上公开共享了实验结果以及

开源代码,方便在相同的评估数据集上进行公正的

比较。

表2列举了各种先进方法以及所提RPSRnet
网络在4个数据集上的定量评估和参数量。以4倍

放大因子为例,RPSRnet以更少的参数取得了优越

的性能,对比结果表明,所提出的方法在综合性能上

更出色,VDSR在重建性能方面表现较差,像EDSR
这种与RPSRnet参数相当或更多的方法重建性能

也只是次优,VapSR、BSRN的重建性能更低。值得

注意的是,相比于基于 Transformer的重建方法

SwinIR,所提方法不仅在性能上表现更好(Set5、

Set14数据集中达到了0.03、0.04dB的提升),而且

使用的参数缩减了19.28%,这主要是因为像素注

意力模块内的大感受野以及渐进式的特征提取,增

强了网络对长程上下文关系的理解,有效地帮助网

络恢复图像的高频细节,这也表明在纯卷积神经网

络中使用大感受野的机制可提升性能。此外,与最

新发表的 CVPR2023论文中的 Omni-SR 方法相

比,RPSRnet同样具备很强的竞争力,特别是在

Set14和BSD100数据集上,取得了更优秀的评估结

果。尽管在 Urban100数据集上,RPSRnet的重建

性能低于 Omni-SR,这是由于 Urban100中存在大

量相似的斑块,而Omni-SR中的全尺度聚合模块引

入的长程依赖可以很好地恢复这些细节。尽管如

此,RPSRnet仍然优于其他方法,且参数更少(相比

Omni-SR,参数缩减了约9%),网络更加紧凑。此

外,对于2倍和3倍的放大实验,RPSRnet在评估

指标以 及 参 数 量 方 面 也 表 现 优 秀。综 上 所 述,

RPSRnet的有效性以及重建性能得到了充分验证,

尤其适用于4倍分辨率放大的任务。

除了对不同方法的定量评估分析,在运行效率

上,以 4 倍 放 大 因 子 为 例,还 进 一 步 评 估 了

RPSRnet以及VDSR、EDSR实现分辨率放大所需

的平均运行时间,如表3所示,这3个方法都属于轻

量模型,所提方法在运行效率上表现更出色,不论是

参数量较多的EDSR,还是参数量较少的VDSR,其

推理速度都更慢,且实验平台使用了高性能CPU
以及图形处理器,运行时间的差异仍然明显,充分证

明了RPSRnet方法的高效性。
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表2 在4个基准数据集上使用不同方法得到的峰值信噪比和结构相似度的定量结果

Table2Quantitativeresults(PSNR/SSIM)withdifferentstateoftheartmethodsonfourbenchmarkdatasets

网络模型
放大

倍数
参数量/103

PSNR/dB SSIM
Set5 Set14 BSD100 Urban100 Set5 Set14 BSD100 Urban100

VDSR[10]

EDSR[16]

IMDN[17]

RFDN[12]

LatticeNet[18]

RLFN[13]

SwinIR[20]

BSRN[19]

VapSR[28]

Omni-SR[23]

RPSRnet(本文)

2

666 36.66 33.05 31.90 30.76 0.9542 0.9127 0.8960 0.9140

1335 37.99 33.57 32.16 31.98 0.9604 0.9175 0.8994 0.9272

694 38.00 33.63 32.19 32.17 0.9605 0.9177 0.8996 0.9283

626 38.08 33.67 32.18 32.24 0.9606 0.9190 0.8996 0.9290

756 38.15 33.78 32.25 32.43 0.9610 0.9193 0.9005 0.9302

527 38.07 33.72 32.22 32.33 0.9607 0.9187 0.9000 0.9299

878 38.14 33.86 32.31 32.76 0.9611 0.9206 0.9012 0.9340

332 38.10 33.74 32.24 32.34 0.9610 0.9193 0.9006 0.9303

329 38.08 33.77 32.27 32.45 0.9612 0.9195 0.9011 0.9316

772 38.22 33.98 32.36 33.05 0.9613 0.9210 0.9020 0.9363

709 38.12 33.85 32.31 32.76 0.9615 0.9203 0.9023 0.9342

VDSR[10]

EDSR[16]

IMDN[17]

RFDN[12]

LatticeNet[18]

SwinIR[20]

BSRN[19]

VapSR[28]

Omni-SR[23]

RPSRnet(本文)

3

666 33.66 29.77 28.82 27.14 0.9213 0.8314 0.7976 0.8279

1555 34.37 30.28 29.09 28.15 0.9270 0.8417 0.8052 0.8527

703 34.36 30.32 29.09 28.17 0.9270 0.8417 0.8046 0.8519

633 34.47 30.35 29.11 28.32 0.9280 0.8421 0.8053 0.8547

765 34.53 30.39 29.15 28.33 0.9281 0.8424 0.8059 0.8538

886 34.62 30.54 29.20 28.66 0.9289 0.8463 0.8082 0.8624

340 34.46 30.47 29.18 28.39 0.9277 0.8449 0.8068 0.8567

337 34.52 30.53 29.19 28.43 0.9284 0.8452 0.8077 0.8583

780 34.70 30.57 29.28 28.84 0.9294 0.8469 0.8094 0.8656

720 34.59 30.50 29.19 28.47 0.9291 0.8454 0.8086 0.8591

VDSR[10]

EDSR[16]

IMDN[17]

RFDN[12]

LatticeNet[18]

RLFN[13]

SwinIR[20]

BSRN[19]

VapSR[28]

Omni-SR[23]

RPSRnet(本文)

4

666 31.35 28.01 27.29 25.18 0.8838 0.7674 0.7251 0.7524

1518 32.09 28.58 27.57 26.04 0.8938 0.7813 0.7357 0.7849

715 32.21 28.58 27.56 26.04 0.8948 0.7811 0.7353 0.7838

643 32.28 28.61 27.58 26.20 0.8957 0.7818 0.7363 0.7883

777 32.30 28.68 27.62 26.25 0.8962 0.7830 0.7367 0.7873

543 32.24 28.62 27.60 26.17 0.8952 0.7813 0.7364 0.7877

897 32.44 28.77 27.69 26.47 0.8976 0.7858 0.7406 0.7980

352 32.35 28.73 27.65 26.27 0.8966 0.7847 0.7387 0.7908

342 32.38 28.77 27.68 26.35 0.8978 0.7852 0.7398 0.7941

792 32.49 28.78 27.71 26.64 0.8988 0.7859 0.7415 0.8018

724 32.47 28.81 27.71 26.49 0.8985 0.7865 0.7417 0.7978

表3 在4倍放大因子下的平均运行时间对比

Table3Averagerunningtimerequiredinscale4

网络

模型
参数量/103

平均运行时间/s

Set5 Set14 BSD100Urban100

EDSR 1518 0.19 0.24 0.12 0.39

VDSR 666 0.12 0.18 0.08 0.38

RPSRnet 724 0.09 0.16 0.05 0.31

在主观视觉效果上,采用本文RPSRnet方法及

其他超 分 辨 率 方 法(Bicubic、SRCNN、FSRCNN、

VDSR、IMDN、RLFN)进行对比,选取2个数据集

中4幅图像进行重建,并将局部放大图进行对比,实
验结果如图5所示。由图5可见,所选择的图像有

明显的共同特点:图像中存在许多边缘或非光滑的

纹理,此类区域包含灰度值变化剧烈的图像结构,在
复原过程中的难度包含这类区域的图像相对于图像
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(a)7种方法对高层楼群仰视图重建结果局部放大图(放大倍数为4)

(b)7种方法对索桥骑车图重建结果局部放大图(放大倍数为4)

(c)7种方法对妇女居家图重建结果局部放大图(放大倍数为4)

(d)7种方法对高楼仰视图重建结果局部放大图(放大倍数为4)

图5 放大倍数为4时采用7种方法对2个测试集中4幅图像重建结果的比较

Fig.5Reconstructionresultscomparisonwithfourimagesintwotestsetsusingsevenmethodsinscale4

平滑区域大得多,8幅低分辨率的复原图是不同超

分辨率方法在同一幅图像上的复原结果,为了便于

呈现复原的结果,这里仅截取复原图像中的一部分

区域作展示,截取的真值图像区域与原图中黄色矩

形框内的部分相对应。就恢复的图像细节而言,

Bicubic的复原结果相比于深度学习方法逊色得多,
而SRCNN与FSRCNN的效果相对较好,能够恢复

一定的图像细节和纹理,如图5(a),视觉效果有明

显改善,但在图5(b)中则出现了严重的模糊并且发

生结构偏移,VDSR在这些图像上的模糊效果相对

少了许多,表现出更好的重建效果,但仍然存在结构

偏移,IMDN和RLFN在处理模糊和结构偏移方面

表现更优,例如图5(b)和图5(d),视觉效果比

VDSR好很多,也不会发生太严重的结构偏移,但在

复原图5(c)上出现了严重的偏移,特别是遇到像素

灰度值发生剧烈变化的图像边缘时,其重建结果发

生了畸变并伴随严重的模糊,可以明显看到的是,在
这幅图像上,所提出的RPSRnet能够精准地恢复其
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中的边缘细节,尤其是黑白相间的过渡区域,复原图

像的这部分区域没有出现明显的模糊和偏移,对于

其他图像也是如此,在图5(d)中,对于横线和纵线

密集分布的区域,能够更好地修正横线的弯曲程度,

而图5(b)图像中,栏杆与背景的分离区域也能恢复

得很好,没有造成结构偏移。

通过主观视觉分析得出,经过RPSRnet复原的

图像呈现出更令人满意的视觉效果,包括图像的边

缘纹理、图像辨识度等,从而表明了所提方法对高频

细节有更高敏感性以及对复杂边缘有精细恢复能

力,证明了所提方法不仅在参数上足够轻量,复原的

图像整体视觉效果也更好。

3.4 不同像素注意力模块的对比实验

为了验证所提出的渐进式注意力模块PPAB
的有效性,进一步设置了像素注意力模块的对比实

验,比较PPAB与 VapSR中提出的单分支像素注

意力模块 VAB的复原性能。在该实验中,为了尽

可能保持公平,以 RPSRnet为主体网络结构,将

PPAB的内部从渐进式的注意力模块修改为仅含单

像素注意力模块的级联形式。同时为了尽可能保持

参数一致,实验中保持了PLMA数量相同,并微调

PPAB的结构和卷积层,以确保它们都只在像素注

意力模块部分有所不同。准确地说,将单分支的像

素注意力模块与1×1卷积层结合起来,并通过卷积

内的通道数增加以实现参数调整,对比结果见表4,

可以看出,在提出的RPSRnet中,PPAB对性能的

改善的贡献更加显著,而使用VAB的RPSRnet虽

然相比于同量级的其他方法也表现出了更优秀的性

能,但是相较于使用PPAB仍然有一定性能劣势,

这也验证了在像素注意力模块中,使用渐进式结构

逐渐提取多尺度特征是有效的。

 表4 4倍放大因子下的像素注意力模块峰值

信噪比对比

Table4PSNRcomparisonofdifferentpixelattentionblock

inscale4

网络模型
峰值信噪比/dB

Set5 Set14 BSDS100 Urban100

使用渐进像素注意力

块的RPSRnet
32.4728.81 27.71 26.49

使用大感受野卷积块

的RPSRnet
32.4128.77 27.68 26.43

3.5 不同数量的PLMA对比实验

针对不同数量的深度特征提取模块PLMA进

行了探讨。由于增加模块数可以帮助网络提升对不

同数据分布的泛化能力,在一定程度上增加模块可

以有效减少欠拟合现象,也可以帮助网络更好地学

习复杂的特征和模式;然而模块过多会伴随一定的

风险,过度添加模块会增加梯度消失和梯度爆炸的

可能性。此外,层数的增加不仅导致训练时的难度

加大,也会增加实际部署时计算量和内存消耗,在内

存和计算资源受限的便携设备上表现得尤为明显。
所以,合理选择网络的模块数有助于平衡性能和计

算需求,这也与RPSRnet更侧重于轻量化网络的设

计初衷相符。为了和近期提出的轻量化方案在相似

的参数量级作比较,对不同数量的PLMA模块进行

了评估实验,相应的结果见表5。从表5中可以看出,
当PLMA的数量K 设置为8时,所提方法在性能和

参数量之间实现了最合适的平衡,虽然模块数量更少

时也能实现近似的平衡,但会损失更多的复原精度。
此外,在K=9时模型的性能相比于Omni-SR有所提

升,但是提升并不明显,在Set5数据集中,当K=9时

RPSRnet额外使用的8.5×104 参数量相比于Omni-
SR仅带来了0.03dB性能的提升,相比于使用8个

PLMA,增加模块所提升的性能无法很好地平衡额外

参数的引入,因此,考虑到模型轻量化的需求,所提方

法将K=8作为最终的配置。
表5 在4倍放大因子下不同数量PLMA的PSNR

对比

Table5 PSNRcomparisonofdifferentprogressivelocal-
multiattentionblocknumbersinscale4

模块数K 参数量
峰值信噪比/dB

Set5 Set14 BSDS100 Urban100
6 556 32.31 28.68 27.62 26.24
7 640 32.38 28.72 27.65 26.32
8 724 32.47 28.81 27.71 26.49
9 809 32.50 28.85 27.74 26.53

3.6 不同结构的LMFE对比实验

除了对所提出的PPAB进行对比外,本小节针

对提出的局部多尺度特征提取模块LMFE设计了

对比实验,验证该模块的性能提升效果。在该实验

中,额外训练了仅含扩张卷积的多尺度分支对比模

块(称为基础块basicblock),其结构如图6所示,对
比模块使用的扩张卷积与LMFE内的扩张卷积配

置相同,由于3个路径的卷积层都一致,感受野一

致,这有利于在保持参数量级近似的实验条件下对
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比不同感受野的多尺度特征提取模块的性能提升,
同之前的对比实验类似,为了保持相近的参数量级,
采取了级联1×1卷积层,并在卷积层上调整通道数

的方法微调对比模块,除了该模块有所不同,其他训

练配置均保持一致。

(a)本文提出的LMFE

(b)仅含扩张卷积的LMFE
图6 不同的LMFE网络结构

Fig.6DifferentLMFEnetworkstructures

图7给出了两种不同多尺度特征提取模块结构

的RPSRnet训练轨迹对比(在DIV2K的验证数据集

上进行验证,包含100张图片,实验使用tensorboard
库记录实验结果),和所提出的原始LMFE对比,可
以明显看到,所提出的LMFE在各个训练阶段的峰

值信噪比相比基础模块都有显著提升,验证了对于

混合不同感受野的多尺度特征提取方法可以提升

性能。

图7 两种多尺度特征提取块在DIV2K验证集上的训练

轨迹(放大因子为4)

Fig.7 Trainingtrajectoriesoftwo multi-scalefeature
extractionblocksontheDIV2Kvalidationsetin
scale4

4 结 论

本文提出了一种基于感受野优化和渐进特征融

合的轻量化单图像超分辨率网络。提出了局部多尺

度特征提取块LMFE,它通过多尺度的分层特征提

取,有效融合了来自不同感受野范围内的特征信息,
同时重新审视并分析了大感受野在注意力机制下的

表现,提出了渐进式的像素注意力模块PPAB,改进

了像素注意力的性能。实验结果表明,渐进式的大

卷积核注意力模块增强了网络捕捉高频细节的能

力,渐进式特征提取的设计与大感受野相结合,使提

出的方法能够有效地利用更广泛的图像上下文信

息。大量实验结果表明,本文的方法相对于现有方

法取得了更好的性能。
同时,从实验结果可知,在Set5、Set14数据集

上RPSRnet与 最 新 的 方 法 相 比 性 能 更 好,但 在

BSD100、Urban数据集上有些差距,RPSRnet在重

建图像时并没有考虑到不同复杂退化的影响,导致

网络在部分测试集图像上的重建性能受限,这也是

目前超分辨率领域内亟待解决的问题,还需要更有

效的解决方案。
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